
 

Thai Handwritten Recognition 

1. บทนํา (Introduction) 

ในปจจุบันน้ีเอกสารมีมากมายยังอยูในลักษณะของลายมือเขียนภาษาไทย ในขณะท่ีเคร่ืองคอมพิวเตอรใชงานกันอยาง 

แพรหลาย มีผลทําใหผูใชงานจํานวนมากท่ีตองการโปรแกรมท่ีจะแปลงภาพเอกสารลายมือใหเปนขอความแทนการพิมพใหม ต้ังแต   

ระดับบุคคล จนถึงระดับองคกรตาง ๆ ดังน้ันทางผูพัฒนาจึงพัฒนาโปรแกรมสําหรับรูจําลายมือเขียนไทยเพ่ือใหคนไทยจะไดมี     

โปรแกรมดีๆไดใชกัน  

โดยในงานน้ีการรูจําลายมือเขียนน้ันทําโดยใช Object Detection Algorithm ในการหาตําแหนงของตัวอักขระ ซ่ึงอาศัย           

Convolutional Neural Network (CNN) ในการพยาการณตัวอักขระวาเปนตัวอักขระอะไร แลวจึงผานกระบวนการจัดเรียงตัว         

อักขระจากตัวอักขระท่ีถูกตรวจพบดวยความรูจาก Natural Language Processing (NLP) เพ่ือใหไดชุดตัวอักขระตามท่ีตองการ 

2. กระบวนการทํา (Methodology) 

ในงานน้ีกระบวนการทําแบง 2 ข้ันตอนหลักคือ กระบวนการเก็บขอมูลสําหรับการเรียนรูของ model โดยขอมูลท่ีไดมี         

ตอนแรกน้ันเปนไฟลภาพท่ีถูกแสกนมา ซ่ึงมีผลทําใหขอมูลท่ีไดมาน้ันไมสามารถนํามาใชไดทันที จึงตองมีการสกัดตัวอักขระออกมา   

เพ่ือใหไดขอมูลสําหรับทําในกระบวนการถัดไป ดวยการทํา image processing อีกกระบวนการหน่ึงคือ กระบวนการฝกสอนและ         

ผลิต model สําหรับการรูจําลายมือเขียน โดยในสวนน้ีขอมูลสําหรับการทํานายน้ันจะถูกดึงมาแลวถูกทํานายใหกลายเปนขอความ       

และตัวอักขระท่ีถูกสกัดจากกระบวนการกอนหนาจะถูกมาใชฝกสอน model ในกระบวนการน้ี 

 

2.1 กระบวนการเก็บขอมูล 

ในการเก็บขอมูลน้ันแบงเปน อีก 2 สวนยอยคือ กระบวนการสกัดตัวอักขระสําหรับการฝกสอนสําหรับ model จําแนก           

ตัวอักขระ และ อีกสวนคือสวนท่ีเปนสกัดขอความลายมือเขียนเพ่ือท่ีจะใชทํานายขอความ ซ่ึงท้ังสองสวนน้ันขอมูลท่ีไดรับมาตอน     

แรกน้ันถูกเก็บคนละแบบกัน เน่ืองจากจุดประสงคของขอมูลแตละแบบน้ันแตกตางกัน โดยขอมูลชุดแรกน้ันมุงเนนไปท่ีการสกัดตัว   

อักขระ และ การรูจํากลุมคําขนาดเล็กซ่ึงสวนใหญมีจํานวนนอยกวา 8 ตัวอักขระ สวน ขอมูลอีกชุดน้ันมุงหลังท่ีจะ รูจําประโยคท่ี             

ยาวซ่ึงมีจํานวนไมตํากวา 20 ตัวอักขระตอบรรทัด ซ่ึงตัวอยางขอมูลท้ัง 2 ชุดน้ันอยูในรูปท่ี 1 

 

2.1.1 การสกัดตัวอักขระ 

ขอมูลท่ีไดมาตอนแรกน้ันเปนไฟลภาพท่ีถูกแสกนมา อยูในรูปแบบ .bmp ซ่ึงเปนรูปแบบ grayscale ซ่ึงการไดมาซ่ึงตัว         

อักขระน้ันมาจาก 3 แหลงท่ีมาคือ ขอมูลลายมือเขียนจาก NECTEC, KVIS OCR Dataset และ ALICE-THI dataset โดย ขอมูล                       

จาก NECTEC เปนแบบรูปท่ี 1 สวน อีก 2 แหลงขอมูลน้ันเปนในรูปแบบของ ตัวอักขระเด่ียวอยูแลว โดยในสวนขอมูลของ                   

NECTEC น้ันมีการสกัดตัวอักขระโดยการหากรอบท่ีมีตัวอักขระอยู โดยการทํา thresholding แลวจึงหากรอบท่ีตัวอักขระอยู โดย         

เม่ือหากรอบเจอแลวก็หาตัวอักขระท่ีอยูขางใน ดวยการทํา dilate เพ่ือใหสวนประกอบยอยติดกัน และ ทํา median blur เพ่ือท่ี               

จะนํา noise บางสวนอยู กอนเน่ืองจากอักขระบางตัวประกอบดวยองคประกอบมากกวา 1 สวน เชน ‘ฐ’, ‘แ’, ‘ ํา’ นอกจากน้ียัง                     



 

ตองนําอักขระ ‘อ’ ท่ีเขียนเกินออกมาออกจากสวนท่ีเปนสระโดยการเช็คขนาด และการลบอักขระออกโดยใช ​GNU Image           

Manipulation Program (GIMP) ​ตอมาจึงหา contour และตี bounding box แลวหลังจากน้ันก็เก็บตัวอักขระใน bounding box                     

ซ่ึงเปนตัวอักขระเด่ียวลงในไฟล โดยในสวนน้ีใชมนุษยเปนผูสังเกตวา อักขระท่ีไดมาน้ันถูกตองหรือไม 

 

2.1.2 การสกัดขอความลายมือเขียน 

ขอมูลท่ีไดมีตอนแรกน้ันเปนไฟลภาพท่ีถูกแสกนมา อยูในรูปแบบของ pdf ซ่ึงไดมาจากนิสิตจากจุฬาลงกรณมหาวิทยาลัย     

จํานวนหน่ึงซ่ึงอยูในรูปแบบท่ี NECTEC เตรียมมาใหซ่ึงประกอบไปดวย Template สําหรับเขียนและชองวางสําหรับทําการเขียน         

โดยแตละบรรทัดน้ันประกอบดวยตัวอักขระประมาณ 20-40 ตัว และมี 11 บรรทัดตอ 1 หนา จึงเร่ิมดวยการแปลง pdf เปน กลุม                     

ของไฟลภาพ แลวตอมาจึงหาขอความลายมือเขียนโดยการ crop รูปออกมาเปนสวนๆ แลวเก็บลงในไฟล 

   

รูปท่ี 1  ตัวอยางขอมูลท้ัง 2 ชุด รูปดานซายเปนขอมูลสําหรับ สกัดตัวอักขระ และดานขวา เปนขอมูลสําหรับการสกัดขอความ

ลายมือเขียน 

 

2.2 กระบวนการผลิต model 

กระบวนการผลิต model น้ันแบงข้ันตอนตางๆ ตามแผนภาพในรูปท่ี 2 โดยแบงเปนสวนหลักๆ 2 สวน คือ การระบุ                 

ตําแหนงและประเภทของอักขระ และการแปลงตําแหนงอักขระเปนขอความ โดยกระบวนการระบุตําแหนงของอักขระเร่ิมจาก นํา     

ขอมูลนําเขามาผาน Object Detection Algorithm เพ่ือหาตําแหนงท่ีตัวอักขระอยู และใช Machine Learning ในการระบุวา               

เปนอักขระอะไร โดยเม่ือผานกระบวนการน้ีแลวขอมูลท่ีออกมาจะอยูในรูป list ของตําแหนงและประเภทของตัวอักขระ อีก       

กระบวนการหน่ึงคือการแปลงตําแหนงอักขระเปนขอความ โดยหลังจากจัดเรียงแลวจะไดขอมูลในรูปของขอความ โดยอาศัยการ   

เรียงตัวของตําแหนงของตัวอักขระแตละตัว และมีการ normalize text ใหขอความเปนรูปแบบท่ีเหมาะสมเชน เปล่ียนอักขระ ‘ ั ’                



 

2 ตัวเปนอักขระ ‘ะ’ โดยหลังจากกระบวนการท้ังหมดน้ีสามารถทํา Semi-supervise learning เพ่ือ ใหเก็บขอมูลใหมากข้ึนเพ่ือ             

นํามาทําใหพัฒนา model ใหมีผลลัพธดีข้ึน โดยการรู list ของตําแหนงและประเภทของตัวอักขระมีผลทําใหสกัดขอมูลตัวอักขระ         

ออกมาไดมากข้ึน  

 

รูปท่ี 2  แผนภาพอธิบายข้ันตอนการรูจําลายมือเขียนภาษาไทย 

 

2.2.1 การระบุตําแหนงและประเภทของอักขระ 

กระบวนการระบุตําแหนงของอักขระเร่ิมจาก นําขอมูลนําเขามาผาน Object Detection Algorithm เพ่ือหาตําแหนงท่ี         

ตัวอักขระอยู และใช Machine Learning ในการระบุวาเปนอักขระอะไร โดยในท่ีน้ีใช Convolutional Neural Network (CNN)                   

เปนตัวสกัดลักษณะเฉพาะ (Feature Extractor) และ ตัวทํานายขอมูลวาเปนประเภทอะไรซ่ึงเปนการเรียนรูแบบ Supervise           

Learning โดยเม่ือผานกระบวนการน้ีแลวขอมูลท่ีออกมาจะอยูในรูป list ของตําแหนงและประเภทของตัวอักขระ 

 

2.2.1.1 Object Detection Algorithm 

ในการน้ีไดมีการทําการตรวจจับตัวอักขระ 2 แบบ ไดแก การหาตัวอักขระแบบ exhaustive search ซ่ึงเปนการไลทํา               

sliding window บนภาพหลายขนาดท่ีผานการ zoom เขาออก แตวิธีการน้ีใชเวลานานมากจึงมีการใชวิธีอีกแบบคือ การทํา             

selective search โดยหา region ท่ีวัตถุนาจะอยูแลวจึงทํา exhaustive search บน region น้ันโดยการหา region บนขอมูลชุด                     

น้ีน้ันสามารถทําไดงายเพราะเปนภาพ grayscale และยังมี noise และลวดลายนอยดวย ซ่ึง region น้ันหาไดโดยการหา               



 

connected components ของแตละตัวอักษร ท้ังน้ีตัวอยาง region ท่ีหามาไดเปนไปตามตัวอยางในรูปท่ี 3 โดยแตละ sliding                 

window น้ันก็จะทํานายเพ่ือระบุวาเปนตัวอักขระอะไรและบอกความม่ันใจ (confidence) ของอักขระน้ันออกมาซ่ึงการทําส่ิงเหลา     

น้ีจะถูกกลาวในหัวขอถัดไป ท้ังน้ี algorithm ท่ีใชเปน model สําหรับ selective search คือ Regions with Convolutional                       

Neural Network Feature (R-CNN) โดยเม่ือผานข้ันตอนเหลาน้ีแลวขอมูลสงออกจะไดเปน list ของตําแหนงและประเภทของตัว           

อักขระโดยเก็ยเปน tuple (x, y, w, h, label)  

 

รูปท่ี 3  ตัวอยาง region ท่ีหามาไดโดยการทํา selective search 

 

2.2.1.2 การระบุตัวอักขระ 

การระบุตัวอักขระน้ันมีการทํา pre-processing เพ่ือใหภาพอักขระท่ีนําขนาดเทากันเพ่ือจะใหฝกสอน model ไดซ่ึงงาน       

น้ีไดทดลองการทํา preprocessing 2 แบบคือ การ resize รูปใหมีขนาด 30x30 เสมอ ซ่ึงวิธีน้ีทําลาย aspect ration แตแลกมา                       

ดวยการฝกสอน model ท่ีรวดเร็วมาก สวนอีกวิธีคือการทํา padding ใหมีขนาด 60x60 เสมอหากภาพอักขระขนาดเล็กกวา               

60x60 แตหากใหญกวาก็ใหทํา resize เหมือนเดิมโดยวิธีน้ีทําใหภาพนําเขาสวนใหญน้ันมี aspect ratio เดิมกลาวคือยังคง           

คุณลักษณะเดิมไว แตทวาขอมูลนําเขาใหญกวาถึง 4 เทา โดยตัวอยางการ pre-process ภาพเปนไปตามรูปท่ี 4 

โดยเม่ือผานการทําการ preprocess แลวจึงถูกนํามา train ใน model โดยในงานน้ีไดทดลองเขียน model 2 แบบ คือ                     

แบบเขียนเอง ซ่ึงสถาปตยกรรมของ model เปนไปตามรูปท่ี 5 ท้ังน้ีการเขียนและออกแบบ model เองน้ันสามารถออกแบบมาให             

เหมาะสมกับขอมูลท่ีเรามีมากกวา นอกจากน้ี model ท่ีเขียนเองน้ันยังมีประสิทธิภาพเชิงเวลาสูงกวา model สําเร็จรูปดวยเพราะ         

มีขนาดเล็กกวา นอกจาน้ีใน model แบบแรกน้ันมีการทดลองใส batch normalization ซ่ึงเปนการใส regularization เพ่ือให                 

model generalize ไดมากข้ึนดวย สวน model อีกแบบคือใช DenseNet ซ่ึงเปน model สําเร็จรูป เน่ืองจากเปนไปไดวาอักขระ                   

ท่ีไดมีน้ันมีขนาดตางกันแมวาจะเปนตัวอักขระเดียวกันจึงลองใช model ท่ีเหมาะกับการเปล่ียนขนาดของขอมูลซ่ึงในท่ีน้ีคือตัว   

อักขระดู นอกจากน้ี model น้ียังเปน model ท่ีใช parameter ไดอยางมีประสิทธิภาพดวยเน่ืองจากมีการเช่ือมตอกับ layer อ่ืนๆ                 

นอกจากช้ันท่ีอยูติดกัน โดย model ท้ังสองแบบมีภาพท่ีผานการ preprocess เปนขอมูลนําเขา และ array ขนาด 68 ชองเพ่ือ                   

แทนความม่ันใจ (confidence) ของแตละตัวอักขระเปนขอมูลสงออก โดย model จะระบุวาเปนตัวอักขระอะไรน้ันทําโดยการ         

ตอบตัวอักขระท่ีมีความม่ันใจสูงสุดออกมาซ่ึงก็คือชองท่ีมีคามากท่ีสุดใน array น่ันเอง 

โดยหลังจากได output แลวก็จะทดลองทําการ post-processing ตอเน่ืองจากมีตัวอักขระบางตัวท่ีเกิดความสับสนได       

งายหากมองเพียงแคอักขระเดียวเชน ‘ข’ กับ ‘  ’ จึงกระจําแนกกอนวาเปนพยัญชนะหรือไมโดย เปน model ท่ีสถาปตยกรรม                

เหมือนกับดานบนแตวา ขอมูลสงออกน้ันเปนขอมูลคาเดียวโดยซ่ึงมีคาระหวาง 0 ถึง 1 โดยหากคาท่ีออกมานอยกวา 0.5 แลวจะ             

ระบุวาอักขระน้ันเปนพยัญชนะ ในทางกลับกันหากคาท่ีออกมามากกวาเทากับ 0.5 แลวจะระบุวาอักขระน้ันเปนสระหรือวรรณยุกต       

ท้ังน้ีการทํา post-processing น้ันกินเวลามากเน่ืองจากตอง run model ถึง 2 คร้ังทําใหเวลาใชงานจริงชากวาแบบไมมี               

postprocess ประมาณ 2 เทา 

 



 

 

รูปท่ี 4  ตัวอยางภาพท่ีผานการ preprocess (ซาย) ภาพตนฉบับ  (กลาง) ภาพท่ีถูก resize (ขวา) ภาพท่ีถูกทํา padding 

 

รูปท่ี 5  สถาปตยกรรมของ model ท่ีเขียนเอง 

 

2.2.2 การแปลงตําแหนงอักขระเปนขอความ 

หลังจากท่ีได list ของตําแหนงและประเภทของตัวอักขระ แลว ตอมาคือการแปลงตําแหนงอักขระเปนขอความ โดยการ         

ท่ีมีข้ันตอนน้ีเพราะวามีปญหาในการระบุตําแหนงของวรรณยุกตและสระท่ีอยูดานบนและดานลางจึงตองมีการจัดลําดับตัวอักขระ

ใหถูกตอง ซ่ึงยากกวาอักขระภาษาอ่ืน ตรงท่ีภาษาอ่ืนเชน ภาษาอังกฤษท่ีสามารถเรียงขอความตามแกน x ไดเลยและตัวอักขระ         

แตละตัวมีเพียงแค component เดียวดวย (อักขระเปนกอนเดียวไมมีแยก เชน ‘ฐ’, ‘ญ’) โดยเพ่ือความรวดเร็วในการทดลองน้ีจะ             

ตอบอักขระเรียงกันตามแกน x แลวจึงให library อ่ืนจัดการปญหาเก่ียวกับตัวอักขระและภาษาเอง ซ่ึงหลังจากจัดเรียงตัวอักษร         

แลวจะไดขอมูลในรูปของขอความ ตอมาจึงมีการทําขอความท่ีใหอยูในรูปแบบท่ีเหมาะสมกับการวัดผลโดยประกอบไปดวยการ   

normalize text ใหเปนรูปแบบท่ีเหมาะสมเชน เปล่ียนอักขระ ‘ ั ’ 2 ตัวเปนอักขระ ‘ะ’ การเปล่ียน ‘เ เ’ เปน ‘แ’ เน่ืองจากแม                            

มนุษยเราเขาใจวาท้ังสองรูปแบบน้ันมีหนาตาเหมือนกันแตทวา หากเก็บขอมูลลงคอมพิวเตอรแลวขอมูลจะไมเหมือนกัน และ การ       

optimize อักขระบางอยาง เชน การ แทนท่ี ตัวอักขระ ‘ฃ’ เปน อักขระ ‘ข’ เพราะอักขระอันแรกไมมีการใชงานจริงแลว โดย                     

กระบวนการน้ีเปนการใช rule based เปนหลักและการใช library pythaiNLP ในการชวยจัดการขอความ  

3. ผลลัพธ (Experimental evaluation) 

การวัดผลน้ันแบงเปน 2 หัวขอหลักคือ การวัดความสามารถในการระบุตัวอักขระวาเปนตัวอักขระอะไร และ แบบ ความ           

สามารถในการระบุตําแหนงและแยกประเภทของอักขระท้ังน้ีเพ่ือความยุติธรรมในการทดลอง การทดลองท้ังหมดน้ันจะถูกฝกสอน 



 

และวัดผลบนขอมูลชุดเดียวกัน และใชทรัพยากรของเคร่ืองแบบเดียวกันดวย ในท่ีน้ีคือเคร่ืองของหัวหนาทีมซ่ึงมีคุณสมบัติ ดังน้ีคือ       

CPU Intel Core i7-7500U 3.5Ghz, RAM 8 GB และ GPU Nvidia GeForce 940MX 2GB 

 

3.1 การวัดความสามารถในการระบุตัวอักขระ 

การทดลองวัดความสามารถในการระบุตัวอักขระน้ันทําการทดลองบนขอมูลท้ังส้ิน 31,659 ภาพซ่ึงแบงเปน training       

data จํานวน 29,913 รูป และ test data จํานวน 1,746 รูป โดยภายในท้ัง training data และ test data น้ันประกอบไปดวย                               

ภาพสองรูปแบบคือ ภาพท่ีผานการเขียนโดยใชอุปกรณดิจิตัล มีผลทําใหขอมูลท่ีไดมาน้ันไมมี noise เลย โดยขอมูลประเภทน้ีมุง         

หวังท่ีจะให model น้ันเรียนรูโครงสรางของตัวอักขระแตละตัว และ ภาพท่ีผานการแสกนมาจากกระดาษจริงๆ ซ่ึงภาพท่ีไดจาก         

แหลงน้ีจะมี noise และมี variance มากกวาเพราะมีการเขียนจากคนหลายคน โดยขอมูลประเภทน้ีมุงหวังท่ีจะให model เรียนรู               

variance ของตัวอักขระ และให model ท่ีฝกสอนน้ันทนทานตอ noise ไดดีมากข้ึน ท้ังน้ี ส่ิงท่ีใชวัดผลคือ accuracy ซ่ึงมีไววัด                   

ความแมนยําของการระบุตัวอักษร และ Execution Time ซ่ึงมีไววัดเวลาการทํางานของ model ท้ังน้ีเปนเพราะวาในการแขงขัน           

น้ันตองประมวลผลรูปภาพภายใตเวลาท่ีจํากัด (ประมาณ 3 วินาทีตอภาพขอความ 1 บรรทัดซ่ึง 1 บรรทัด ประกอบไปดวยตัว               

อักขระประมาณ 20 - 50 ตัว) ทําใหเวลาประมวลผลไมควรเกิน 75 ms ตอ 1 ตัวอักขระ ท้ังน้ีการทดลองจะทําการวัดผลคือ                       

model เขียนเองท่ี preprocess โดยการ resize รูปภาพ และ การทํา padding บนรูปภาพ การวัดผลใส batch normalization                         

บน model ท่ีเขียนเองวาประสิทธิตางจากตอนท่ีไมใสเทาไหร และ การวัดผลการทํา post-processing โดยผลลัพธท่ีไดจากการ           

ทดลองน้ันเปนไปตามตารางท่ี 1 

จากผลลัพธในตารางท่ี 1 เห็นไดอยางชัดเจนวา การทํา preprocess แบบ padding น้ันดีกวาแบบ resize มากเน่ืองจาก                 

สามารถคง aspect ratio เดิมไวได ซ่ึง สังเกตไดจาก accuracy ท่ีตางกันชัดเจน สวนการใส batch normalization ใน model                         

น้ันทําใหประสิทธิภาพดีข้ึนจริงเพราะวามีการทํา generalization บน model ทําให model น้ันทนตอ variance และ noise ได                   

ดีข้ึน นอกจากน้ียังดีกวา model สําเร็จรูปอยางแนนอนเน่ืองจาก model สําเร็จรูปน้ันมักจะตองการรูปภาพท่ีมีขนาดใหญซ่ึงไม         

เหมาะสมกับขอมูลท่ีมีอยูเพราะเกิอบท้ังหมดมีขนาดไมเกิน 80x80 pixel และในสวนของ การทํา post-processing น้ันได             

model ท่ีแยกแยะวาเปนพยัญชนะหรือไมไดความแมนยํา macro F1-score 94.5 % ท้ังน้ีท่ีใชการวัดโดยใช macro F1-score มี                 

จุดประสงคเพ่ือใหม้ันใจวาไมมีปญหาจากการท่ีเปน imbalance data เพราะจําภาพท่ีเปนพยัญชนะตอภาพท่ีไมเปนพยัญชนะน้ัน     

เปนอัตราสวนประมาณ 4 : 1 ซ่ึงหลังจากทําการ post-processing แลวพบวาความแมนยําเพ่ิมข้ึนเล็กนอย 

ท้ังน้ีความคลาดเคล่ือนในการระบุตัวอักษรน้ันเกิดจากความคลาดเคล่ือนจากการท่ีเกิดจากการท่ี test data มี variance         

มากเกินไปจน model ท่ีไมเคยเห็นรูปแบบน้ีมากอนหรือยังไมคุนชินเกิดความสับสน หรือยังไมคุนชินกับโครงสรางของอักขระน้ัน     

ดีพอ นอกจากน้ียังเกิดจากความกํากวมของตัวอักขระดวยโดยตัวอยางน้ันอยูในรูปท่ี 6 

 

ตารางท่ี 1  ผลลัพธของความสามารถในการระบุตัวอักขระ 

วิธีการ   Accuracy  Execution Time(ตอตัวอักขระ) 

model เขียนเองท่ี preprocess โดยการ  67.45   3 ms  



 

resize รูปภาพ 

model เขียนเองท่ี preprocess โดยการ 

padding 

86.17  6 ms 

model ท่ีมีการใส batch 

normalization (แบบ padding) 

87.24 

 

6 ms 

model ท่ีมีการทํา post-processing  88.14 

 

12 ms 

DenseNet (แบบ padding)  77.83  43 ms 

 

 

รูปท่ี 6  ตัวอยางความคลาดเคล่ือนในการระบุตัวอักษร (ซาย) model ระบุวาเปนอักขระ ‘ถ’ (ขวา) model ระบุวาเปนอักขระ ‘ ี‘ 

แตแทจริงเปนอักขระ ‘ง’ 

 

3.2 การวัดความสามารถในการระบุตําแหนงและแยกประเภทของอักขระ 

การทดลองวัดความสามารถในการระบุตําแหนงและแยกประเภทของอักขระน้ันทําการทดสอบบนขอความท้ังส้ิน 418   

บรรทัด (418 ไฟลภาพ) โดย algorithm ท่ีถูกนํามาทดสอบคือ Exhaustive Search, R-CNN แบบตอบแคตัวอักขระเดียวใน                   

region และ R-CNN แบบทํา Exhaustive Search ขางใน โดยท่ีมีการวัดผล R-CNN แบบตอบแคตัวอักขระเดียวใน region                     

เพราะวาตองการได baseline คราวๆ สําหรับ R-CNN แบบทํา Exhaustive Search ขางใน และการตอบอักขระเดียวใน region                     

น้ันมีผลทําให model น้ันมีความรวดเร็วมาก เพราะไมตองเสียเวลาทํา Exhaustive Search เลย ท้ังน้ี เพ่ือความยุติธรรมการ               

วัดผล Exhaustive Search parameter น้ันถูกทํา grid search เพ่ือใหไดประสิทธืภาพสูงท่ีสุดโดย parameter ท่ีถูก grid                     

search คือ ความนาจะเปนท่ีนอยท่ีสุดท่ีจะบอกวาเปนวัตถุ และ threshold ของ non-maxima supression 

ส่ิงท่ีใชวัดผล algorithm ท่ีถูกนํามาทดสอบคือ Edit Distance error ซ่ึง Edit Distance คือจํานวนคร้ังท่ีนอยท่ีสุดใน                 

การเปล่ียน string A เปน string B โดยการเปล่ียนน้ันทําไดเพียงแค การลบตัวอักขระ การเปล่ียนอักขระ และ การใสอักขระเพ่ิม                     

เชน A = ‘hero’, B = ‘hello’ มี Edit Distance = 2 โดยเปล่ียน ‘r’ เปน ‘l’ แลวใส ‘l’ เพ่ิมอีกตัว ซ่ึงการคํานวณ Edit                                         



 

Distance error มีไวเพ่ือบอกวาขอความท่ีเราทํานายน้ันตางจากขอความจริงขนาดไหน โดย Edit Distance error น้ันคํานวณได             

จาก  

dit Distance error  00%E =  
en(y_true )∑

 

i
l i  

dit_Distance(y_true , y_pred )∑
 

i
E i i  

× 1   

ส่ิงท่ีใชวัดผลตอมาคือ LCS(Longest common subsequence) error โดย LCS คือ subsequence ท่ีเหมือนกันท่ียาว                 

ท่ีสุด ของ string A กับ string B เชน A = ‘hero’, B = ‘hello’ มี LCS เปน ‘heo’ ซ่ึงการคํานวณ LCS error มีไวเพ่ือบอกวา                                         

ขอความท่ีเราทํานายน้ันมีโครงรางคลายขอความจริงขนาดไหน โดย LCS error น้ันคํานวณไดจาก  

CS error  00%L =  
en(y_true )∑

 

i
l i  

len(y_true )− len(LCS(y_true , y_pred ))∑
 

i
 i i i  

× 1  

 

ส่ิงสุดทายท่ีใชวัดผลExecution Time ซ่ึงมีไววัดเวลาการทํางานของ model ท้ังน้ีเปนเพราะวาในการแขงขันน้ันตอง       

ประมวลผลรูปภาพภายใตเวลาท่ีจํากัด (ประมาณ 3 วินาทีตอภาพขอความ 1 บรรทัด) ทําใหเวลาประมวลผลไมควรเกิน 3000 ms                 

ตอ 1 ไฟลภาพ โดยผลลัพธท่ีไดจากการทดลองน้ันเปนไปตามตารางท่ี 2 

จากผลลัพธในตารางท่ี 2 พบวา ไดวาประสิทธิภาพเชิงเวลาน้ันจะเปนท่ีนาพอใจแตทวา ในสวนของความแมนยําน้ันต่ํา       

กวาท่ีคาดการณมาก เน่ืองจาก variance และ noise ของภาพขอความท่ีใช test น้ันตางจากภาพท่ีฝกสอน model ตอนแรกมาก                 

ทําใหผลลัพธของการระบุตัวน้ันย่ําแยลงโดยสาเหตุหลังท่ีทําให variance และ noise มากข้ึนเพราะในสถานการณจริงน้ันมีการ       

เขียนขอความน้ันเปนการเขียนอักขระตอเน่ืองกัน ซ่ึงทําใหอักขระชิดกันมากกวาการระบุตัวอักขระแบบตัวเดียว นอกจากน้ีลายมือ   

ของผูเขียนยังเปนตัวกําหนด variance ของขอมูลดวย กลาวคือหากผูเขียนลายมือสวยงามแลวก็จะทําให algorithm มี         

ประสิทธิภาพดี แตหากเขียนไมสวยอักขระก็จะผิดเพ้ียนจาก model ท่ีเรียนรูมากข้ึนเร่ือยๆ ดังท่ีเห็นในรูปท่ี 7 

 

ตารางท่ี 2  ผลลัพธความสามารถในการระบุตําแหนงและแยกประเภทของอักขระ 

วิธีการ   Edit Distance 

error 

LCS error  Execution Time(ตอไฟลภาพ) 

Exhaustive Search 

(ไมมี post-processing) 

87.92  84.60  1952 ms 

 R-CNN แบบตอบแคตัวอักขระเดียว

ใน region (ไมมี post-processing) 

54.64  50.03  282 ms 

 R-CNN แบบตอบแคตัวอักขระเดียว

ใน region 

57.15  52.54  543 ms 



 

 R-CNN แบบทํา Exhaustive 

Search ขางใน (ไมมี 

post-processing) 

84.92  54.89  695 ms 

 

 

รูปท่ี 7  ตัวอยางความคลาดเคล่ือนในการรระบุตําแหนงและแยกประเภทของอักขระ ท่ีเกิดจากลายมือ (บน) ลายมือคนท่ีเขียนมี 

Edit Distance error = 47.41%,  LCS error = 41.23% (ลาง) ลายมือคนท่ีเขียนมี Edit Distance error = 60.94%,  LCS 

error = 56.67% 

4. สรุป (Conclusion) 

สรุปแลวโดยรวมการระบุตัวอักขระตัวเดียวน้ันมีผลลัพธืท่ีดีท้ังในดานเวลาและความแมนยํา แตทวาหากเปล่ียนเปนการ

ระบุตําแหนงและแยกประเภทของอักขระเพ่ือรวมเปนขอความแลว พบวา ความแมนยําน้ันลดลงมาในระดับหน่ึงแต ในดาน

ประสิทธิภาพเชิงเวลาน้ันยังคงเหมาะสมอยู โดยเหตุผลท่ีการระบุขอความน้ันย่ําแยกวาการระบุอักขระตัวเดียวน้ันเปนเพราะวา 

variance  และ noise น้ันแตจริงขอมูลท่ีมีอยูมากโดยปจจัยหลักท่ี variance ตางกันน้ันเกิดจากลายมือของคนเขียนท่ีตางกัน และ 

ตัวหนังสือท่ีอยูติดกันก็ทําใหเกิด noise มากข้ึน ซ่ึงในอนาคตสามารถพัฒนาความสามารถตอดวยการหาขอมูลมาฝกสอน model 

ใหมากข้ึน เพ่ือให model เรียนรูไดมากข้ึน  

5. งานในอนาคต (Future works) 

จากท่ีกลาวมาขางตน งานน้ีสามารถนําไปใชตอไดหลายดานคือ การทํา semi-supervised learning เพ่ือท่ีจะเก็บขอมูล         

ตัวอักขระภาษาไทยใหมากข้ึน โดยงานช้ินน้ีสามารถบอกตําแหนงของตัวอักขระได จึงสามารถตัดรูปตัวอักขระแลวเก็บเปนขอมูลได     

ท้ังน้ีเพ่ือใหการพัฒนา model สําหรับการ recognize ตัวอักขระน้ันสามารถทําไดอยางมีประสิทธิภาพและสะดวกสะบายมากข้ึน         

นอกจากน้ียังสามารถนําไปใชทํา object detection ท่ีซับซอนมากข้ึน เน่ืองจาก model ท่ีซับซอนหลายอันตองการขอมูล           

ตําแหนงของตัวอักษดวย เชน Fast-RCNN หรือ Faster-RCNN เปนตน หรือ อาจทํา language model เพ่ือแกคําผิดเพ่ือให                     

error ลดลงก็ได 


